
Caṕıtulo 1

Introducción a los Procesos Aleatorios

1.1. Procesos Aleatorios y el Teorema de Kolmogorov

Definición 1.1 Un Proceso Aleatorio es una colección de variables aleatorias X(t) donde t vaŕıa en un
espacio de parámetros T .

En general, T será el conjunto de los números reales o algún subconjunto como N, Z, [0, 1] o [0,∞) y con
frecuencia lo interpretaremos como el tiempo.

Como vemos, un proceso aleatorio X es una función de dos variables: X : Ω×T → R. Para cada valor fijo
de t ∈ T , X(·, t) es una función medible de Ω en R, mientras que para cada valor fijo de ω ∈ Ω tenemos una
función X(ω, ·) de T en R, que representa una trayectoria del proceso. Una vez que se selecciona ω ∈ Ω la
función que obtenemos es determińıstica y podemos pensar que la medida de probabilidad P sobre el espacio
Ω representa el mecanismo aleatorio que selecciona la trayectoria. Esta probabilidad P se conoce como la
distribución o ley del proceso.

Cualquier colección finita de instantes {t1, . . . , tn} ⊂ T define un vector (X(t1), . . . , X(tn)) al cual aso-
ciamos una medida de probabilidad en (Rn,Bn) que está determinada por la distribución P del proceso:
para cualquier boreliano B en Bn,

Pt1,...,tn(B) = P ((X(t1), . . . , X(tn)) ∈ B).

En particular si B es el producto de borelianos en R: B = B1 × · · · ×Bn,

Pt1,...,tn(B1 × · · · ×Bn) = P (X(t1) ∈ B1, . . . , X(tn) ∈ Bn).

Estas medidas se conocen como las distribuciones finito-dimensionales del proceso X y tienen dos propiedades
sencillas de demostrar pero importantes. En primer lugar,

Pt1,...,tn,tn+1(B1 × · · · ×Bn × R) = Pt1,...,tn(B1 × · · · ×Bn) (1.1)

es decir, si añadimos una coordenada sobre la cual no hay ninguna restricción real, la probabilidad no cambia.
En segundo lugar, si i1, . . . , in es una permutación de 1, . . . , n, entonces

Pt1,...,tn(B1 × · · · ×Bn) = Pti1 ,...,tin
(Bt1 × · · · ×Btn) (1.2)

La demostración de ambas propiedades es inmediata.
Lo que resulta más interesante, y menos evidente, es que estas dos sencillas propiedades son suficientes

para garantizar la existencia de un proceso aleatorio, como lo demuestra el siguiente teorema debido a
Kolmogorov.

Teorema 1.1 (Kolmogorov) Supongamos que para cualesquiera t1, . . . , tn ∈ T , las medidas de proba-
bilidad Pt1,...,tn están definidas sobre (Rn,Bn). Para que exista un proceso aleatorio cuyas distribuciones
finito-dimensionales sean

Pt1,...,tn(B), B ∈ Bn

es necesario y suficiente que se cumplan las condiciones (1.1) y (1.2).
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Veamos primero algunas ideas previas a la demostración del teorema. Sea T un conjunto cualquiera de
ı́ndices y sea RT el conjunto de las funciones de T en R. Aśı, un elemento x ∈ RT es una función x : T → R
que toma el valor x(t) en el punto t ∈ T .

Para cada t ∈ T definimos la proyección o la función coordenada Πt : RT → R por

Πt(x) = x(t)

Un cilindro o cilindro finito-dimensional es un conjunto definido por restricciones sobre una cantidad
finita de coordenadas: Si k es un entero y H ∈ Bk es un boreliano de Rk, un cilindro es un conjunto de la
forma

A = {x ∈ RT : (x(t1), . . . , x(tk)) ∈ H} (1.3)

La colección de los cilindros, que denotaremos por BT
0 , es un álgebra. Para ver esto observemos, en primer lu-

gar, que RT es un cilindro (basta tomar H = Rk). En segundo lugar, si A está dado por (1.3), su complemento
es

Ac = {x ∈ RT : (x(t1), . . . , x(tk)) ∈ RT −H}
que también es un cilindro.

Supongamos ahora que A está dado por (1.3) y B por

B = {x ∈ RT : (x(s1), . . . , x(sj)) ∈ I}
donde I ∈ Bj y el conjunto de ı́ndices {s1, . . . , sj} es disjunto de {t1, . . . , tk}. Sea m = k + j, pongamos
(u1, . . . , um) = (t1, . . . , tk, s1, . . . , sj) y sea H ′ = H × Rj , I ′ = Rk × I. Entonces

A = {x ∈ RT : (x(u1), . . . , x(um)) ∈ H ′} y B = {x ∈ RT : (x(u1), . . . , x(um)) ∈ I ′} (1.4)

y tenemos que
A ∪B = {x ∈ RT : (x(u1), . . . , x(um)) ∈ H ′ ∪ I ′} (1.5)

Como H ′ ∪ I ′ ∈ Bm, A ∪ B es un cilindro. Si los conjuntos de ı́ndices no son disjuntos, tomamos un vector
(u1, . . . , um) formado por ambos conjuntos de ı́ndices, sin repeticiones (m < k+j). Es posible ver que existen
conjuntos H ′ e I ′ en Bm tales que las representaciones (1.4) son válidas y por lo tanto, también lo es (1.5).
Esto muestra que BT

0 es cerrado bajo uniones y complementos y por lo tanto es un álgebra.
La σ-álgebra generada por los cilindros, que denotaremos por BT , es la σ-álgebra generada por las

proyecciones: BT = σ{Πt : t ∈ T}. En consecuencia, las proyecciones son funciones medibles en el espacio
(RT ,BT ). Si P es una medida de probabilidad sobre este espacio medible, {Πt : t ∈ T} es un proceso
aleatorio en (RT ,BT , P ), que se conoce como el proceso canónico. Por lo tanto, para demostrar el Teorema
de Kolmogorov basta probar que existe una medida P sobre (RT ,BT ) que tiene las distribuciones finito-
dimensionales adecuadas. Esta medida se conoce como la ley o la distribución del proceso.

Veamos ahora cual es la idea de la demostración del teorema. Si A es el cilindro descrito por (1.3)
definimos

P (A) = Pt1,...,tk
(H)

En primer lugar hay que demostrar que esta definición es consistente: Si A tiene otra representación el
resultado de aplicar la definición es el mismo. Para esto es necesario usar las condiciones de consistencia.

Consideremos ahora dos cilindros disjuntos A y B. Por el procedimiento que explicamos anteriormente
podemos suponer que los conjuntos de ı́ndices son idénticos. Supongamos que sus representaciones están
dadas por (1.4) de modo que (1.5) es válida. Si H ′ ∩ I ′ fuese vaćıo, A ∩B también lo seŕıa, de modo que

P (A ∪B) = Pu1,...,un(H ′ ∪ I ′)
= Pu1,...,un(H ′) + Pu1,...,un(I ′)
= P (A) + P (B)

y vemos que P es aditiva en BT
0 . Además P (RT ) = 1.

Si podemos mostrar que P es σ-aditiva, el Teorema de Extensión de Caratheodory permite extender P
a una medida de probabilidad sobre BT , y por la forma como definimos P sobre BT

0

P (x ∈ RT : (Πt1(x), . . . , Πtk
(x)) ∈ H) = Pt1,...,tn(H)

y el proceso {Πt : t ∈ T} tiene las distribuciones finito-dimensionales requeridas.
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La demostración de la σ-aditividad de P sobre BT
0 no es dif́ıcil pero es notacionalmente complicada y la

omitiremos. El lector interesado en este y otros detalles de la demostración puede consultar el libro de P.
Billingsley [Billingsley 95].

Ejemplo 1.1 (Una Sucesión de Variables Independientes.)
Sea Fn(x), n ≥ 1 una sucesión de funciones de distribución cualesquiera. Para cualquier colección de enteros
n1, n2, . . . , nk y de números reales x1, x2, . . . , xk definimos las funciones de distribución

Fn1,...,nk
(x1, . . . , xk) = Fn1(x1) · · ·Fnk

(xk)

Es inmediato ver que estas funciones de distribución satisfacen las condiciones del Teorema de Kolmogorov
y por lo tanto existe un proceso a tiempo discreto Xj , para j ∈ Z o j ∈ N. Las variables de cualquier
subconjunto finito también son independientes. Este proceso es una sucesión de variables independientes. Si
además Fn = F para todo n se trata de una sucesión de variables independientes idénticamente distribuidas.

Definición 1.2 Sea {X(t), t ∈ T} un proceso aleatorio. Si E |X(t)| < ∞ para todo t ∈ T , la función de
media del proceso es m(t) = E X(t). Si E X2(t) < ∞ para todo t ∈ T , decimos que el proceso está en L2 y
definimos su función de covarianza R(s, t) por

R(s, t) = Cov(X(s), X(t)) = E[(X(s)−m(s))(X(t)−m(t))]

1.2. Separabilidad

Ahora que tenemos una manera de definir un proceso aleatorio es natural preguntarnos, por ejemplo, bajo
que condiciones las trayectorias del proceso son continuas, o son diferenciables. Lamentablemente, el conjunto
de la funciones continuas o el de las funciones diferenciables, no están en la σ-álgebra BT y por lo tanto no
pueden ser medidos con la probabilidad P . Dicho de otra manera, la construcción de Kolmogorov, basada
en los cilindros, no da suficiente información sobre conjuntos complejos como el de las funciones continuas,
cuya definición depende de todas las coordenadas del proceso y no sólo de una cantidad numerable. Veamos
un ejemplo.

Ejemplo 1.2
Sobre el espacio de probabilidad ([0, 1],B[0, 1], λ) donde λ es la medida de Lebesgue, definimos los procesos
X(t, ω) = 0 para todo ω y todo t ∈ [0, 1] y

Y (t, ω) =
{

0 si t 6= ω
1 si t = ω

Entonces, para cada t, P (ω : X(t, ω) = Y (t, ω)) = 1, y en consecuencia ambos procesos tienen las mismas
distribuciones finito-dimensionales. Sin embargo, todas las trayectorias de X son continuas mientras que
ninguna de las trayectorias de Y lo es. Más aun,

P (sup
[0,1]

X(t, ω) = 0) = 1, P (sup
[0,1]

Y (t, ω) = 1) = 1.

Definición 1.3 Diremos que el proceso {Y (t), t ∈ T} es una versión del proceso {X(t), t ∈ T} si P (X(t) =
Y (t)) = 1 para cada t ∈ T .

En el ejemplo anterior, Y es una versión de X. Es fácil ver que si un proceso es versión de otro, ambos tienen
las mismas distribuciones finito-dimensionales, y por lo tanto la misma ley.

Un camino para poder considerar propiedades de las trayectorias como continuidad o diferenciabilidad,
o poder hablar del supremo de las trayectorias, es la idea de separabilidad, que permite obtener una versión
del proceso cuyas trayectorias están esencialmente determinadas por sus valores en un conjunto numerable
de parámetros. Consideramos únicamente procesos a valores reales cuyo conjunto de parámetros sea un
subconjunto de R.
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Definición 1.4 Sea {X(t), t ∈ T} un proceso aleatorio. Diremos que es separable si existe un conjunto
numerable denso T0 ⊂ T , llamado el conjunto separante, y un conjunto Λ de probabilidad cero tal que, si
ω /∈ Λ y t ∈ T , existe una sucesión tn ∈ T0, tn → t con X(tn, ω) → X(t, ω).

Por lo tanto el comportamiento del proceso está determinado por su comportamiento en T0. Es inmediato
que si un proceso tiene trayectorias continuas con probabilidad 1 entonces es separable y cualquier conjunto
denso de T es separante.

La demostración del siguiente resultado, que no incluiremos, puede hallarse en [Ash & Gardner 75] o en
[Billingsley 95].

Teorema 1.2 (Separabilidad) Sea {X(t), t ∈ T} un proceso aleatorio a valores reales, donde T ⊂ R,
entonces existe una versión separable de este proceso.

1.3. Algunas Clases Importantes de Procesos

1.3.1. Procesos Estacionarios

(a) Procesos Débilmente Estacionarios o Estacionarios en Sentido Amplio.

Definición 1.5 Sea {X(t), t ∈ T ⊂ R} un proceso en L2. Decimos que X(t) es estacionario en sentido
amplio o débilmente estacionario si la función de media es constante:

m(t) = E X(t) = m, para todo t ∈ T,

y la función de covarianza R(t, s) sólo depende de la diferencia t− s:

R(t, s) = R(t− s)

Como R(s, t) = R(t, s) tenemos en el caso estacionario R(t− s) = R(s− t). Si el proceso es real, la función
de covarianza también lo es y en consecuencia R(h) = R(−h), es decir, la función de covarianza es par.

Ejemplos 1.3
1. Sea Xn, n ≥ 1 una sucesión de variables independientes centradas con EX2

n = σ2
n y

∑
σ2

n < ∞. Sea
λn, n ≥ 1 una sucesión de números reales. El proceso Y (t) =

∑∞
n=1 eiλntXn es estacionario en sentido

amplio puesto que E Y (t) = 0 y

R(t, s) =
∞∑

n=1

eiλn(t−s)σ2
n = R(t− s)

2. Sea X(t) = cos(tη + θ) donde θ tiene distribución uniforme en [0, 2π] mientras que η es independiente
de θ y tiene función de distribución G(x). El proceso X(t) es estacionario en sentido amplio puesto
que EX(t) = 0 para todo t y

R(s, t) =
1
2

∫ ∞

−∞
cos[(t− s)x]dG(x) = R(t− s)

3. Proceso de Promedio Móvil. Sea {Xn, n ∈ Z} una sucesión de v.a.i.i.d. centradas y con varianza 1.
Definimos

Yn =
k∑

j=0

ajXn−j , n ∈ Z

donde los coeficientes aj son constantes dadas. Yn se conoce como un proceso de promedio móvil y es
estacionario en sentido amplio: E Yn = 0 y

R(n, n + m) = E[YnYn+m] = E[(
k∑

j=0

ajXn−j)(
k∑

p=0

apXn+m−p)

=
{

akak−m + · · ·+ am+1a1 si m ≤ k
0 si m > k

= R(m)
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Sea {X(t), t ∈ T} un proceso estacionario en sentido amplio. A partir del criterio para continuidad en
media cuadrática (Teorema ??) vemos que X es continuo en media cuadrática para todo t ∈ T si y sólo si
la función de covarianza R(h) es continua en h = 0. En cuanto a la diferenciabilidad en media cuadrática,
X es diferenciable en media cuadrática si y sólo si la función de covarianza R(h) es dos veces diferenciable
en h = 0. Si el proceso es diferenciable tenemos

Cov(X(s), X ′(t)) = R′(s− t), Cov(X ′(s), X ′(t)) = R′′(s− t) (1.6)

(b) Procesos Estacionarios en Sentido Estricto.

Definición 1.6 Un proceso {X(t), t ∈ T ⊂ R} es estacionario en sentido estricto si sus distribuciones
finito-dimensionales son invariantes bajo traslaciones. Más precisamente, sea t1, t2, . . . , tn un conjunto de
ı́ndices y h > 0, entonces las funciones de distribución de (X(t1), X(t2), . . . , X(tn)) y de (X(t1 + h), X(t2 +
h), . . . , X(tn + h)) coinciden.

Un proceso estacionario en sentido estricto que está en L2 también es estacionario en sentido amplio. El
rećıproco no es cierto en general.

Ejemplos 1.4
1. Una sucesión de variables aleatorias independientes idénticamente distribuidas es un proceso esta-

cionario en sentido estricto.

2. Sea Xnn ≥ 1 una sucesión de v.a.i.i.d. y supongamos que an, n ≥ 1 es una sucesión de números reales
tales que la serie

∞∑
n=1

anXm+n

converge en probabilidad. El proceso Ym =
∑∞

n=1 anXm+n es estacionario en sentido estricto.

La función R es definida positiva: para cualquier n, cualesquiera t1, . . . , tn ∈ T y cualesquiera números
reales c1, . . . , cn se tiene

∑

ij

R(ti − tj)cicj =
∑

ij

E[(X(ti)−m(ti))(X(tj)−m(tj))]cicj

= E
[∑

i

(X(ti)−m(ti))ci

∑

j

(X(tj)−m(tj))cj

]

= E
[∑

i

(X(ti)−m(ti))ci

]2

≥ 0

Si la función R es continua en 0 (lo que equivale a que el proceso sea continuo en probabilidad), el
Teorema de Bochner nos dice que puede ser representada de la siguiente manera:

R(h) =
∫

R
eihxdµ(x) (1.7)

donde µ es una medida de Borel sobre la recta con masa total igual a R(0) = σ2, que se conoce como la
medida espectral del proceso. Si la varianza del proceso vale 1, µ es una medida de probabilidad. La función
de distribución F asociada a la medida µ: F (x) = µ(−∞, x], es la función de distribución espectral del
proceso. Si µ es absolutamente continua respecto a la medida de Lebesgue, su densidad se conoce como la
densidad espectral.

Si el proceso es real entonces R(h) = R(−h) = R(|h|) y la representación espectral es

R(h) =
∫

R
eihxdµ(x) =

∫

R
[cos(hx) + i sen(hx)]dµ(x)

=
∫

R
cos(hx)dµ(x) (1.8)

y la medida espectral es simétrica repecto a x = 0.
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La función de distribución espectral se puede obtener a partir de la función de covarianza. Si a y b son
puntos de continuidad de F ,

F (b)− F (a) =
1
2π

∫ +∞

−∞

e−ita − e−itb

it
R(t)dt

Si la función de covarianza es absolutamente integrable:
∫
R |R(t)|dt < ∞, entonces existe una densidad

espectral que se puede obtener por la ecuación:

f(u) =
1
2π

∫

R
e−iutR(t)dt

es decir, la densidad es la transformada inversa de la función de correlación.

1.3.2. Procesos con Incrementos Estacionarios

Definición 1.7 Un proceso aleatorio {X(t), t ∈ T} tiene incrementos estacionarios si para todo h fijo

Y (t) = X(t + h)−X(t)

es un proceso estacionario.

Al igual que en la sección anterior, hay dos posibilidades: que los incrementos sean estacionarios en sentido
débil o en sentido estricto.

1.3.3. Procesos con Incrementos Independientes

Definición 1.8 Un proceso {X(t), t ∈ T ⊂ R} tiene incrementos independientes si para cualesquiera t0 <
t1 < . . . < tn las variables aleatorias

X(t0), X(t1)−X(t0), . . . , X(tn)−X(tn−1)

son independientes.

Para estos procesos, las distribuciones finito-dimensionales están determinadas por la distribuciones de las
variables X(t), t ∈ T y X(t) − X(s), s, t ∈ T : Si Ft(x) = P (X(t) ≤ x) y Gs,t(x) = P (X(t) − X(s) ≤ x)
entonces, para t1 < t2 < . . . < tn

Ft1,...,tn(A1, . . . , An) = P (X(t1) ∈ A1, . . . , X(tn) ∈ An)

=
∫

. . .

∫
1A1(x1)1A2(x1 + x2) · · ·1An(x1 + · · ·+ xn)

× Ft1(dx1)Gt1,t2(dx2) · · ·Gtn,tn−1(dxn)

Un caso particular importante es el de los procesos con incrementos independientes y estacionarios.
Supondremos que X(0) = 0. Observamos que

X(t) = (X(t)−X(t− h)) + (X(t− h)−X(t− 2h)) + · · ·+ (X(h)−X(0))

donde h = t/n, o sea
X(t) = X

(n)
1 + · · ·+ X(n)

n ,

donde las variables X
(n)
j , j = 1, . . . , n son i.i.d.

Definición 1.9 La variable X tiene una distribución infinitamente divisible si para todo n existen v.a.i.i.d.
X

(n)
1 , . . . , X

(n)
n tales que la distribución de X coincide con la distribución de X

(n)
1 + · · ·+ X

(n)
n .

En consecuencia la ley de X(t) es infinitamente divisible. Estas leyes tienen gran importancia en el estudio
del teorema central del ĺımite.

Recordemos que la función caracteŕıstica de una suma de variables independientes es el producto de las
funciones caracteŕısticas de los sumandos. Esto implica que X tiene distribución infinitamente divisible si y
sólo si su función caracteŕıstica φX se puede escribir como

φX(t) = (φn(t))n, para todo t

donde φn es una función caracteŕıstica.
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Ejemplo 1.5
Las distribuciones estables simétricas en R son aquellas cuya función caracteŕıstica es e−c|t|α para α ∈ (0, 2] y
algún c > 0. Para α = 2 tenemos la ley gaussiana centrada de varianza c. Las leyes estables son infinitamente
divisibles, para ver esto basta tomar φn(t) = e−c|t|α/n

Si {X(t), t ∈ T} tiene incrementos estacionarios e independientes y T = [0,∞) o T = 0, 1, 2, . . . entonces

E(X(t)) = m0 + mt, Var(X(t)) = σ2
0 + σ2t

donde m0 = E(X(0)) y σ2
0 = Var(X(0)). Veamos esto para la media del proceso. Llamemos f(t) = E(X(t))−

E(X(0)), entonces

f(s + t) = E[X(s + t)−X(0)] = E[X(s + t)−X(s) + X(s)−X(0)]
= E[X(s + t)−X(s)] + E[X(s)−X(0)] = E[X(t)−X(0)] + E[X(s)−X(0)]
= f(t) + f(s)

y bajo condiciones débiles de regularidad, la solución de esta ecuación funcional es f(t) = f(1)t. En conse-
cuencia

E(X(t)) = E(X(0)) + [E(X(1))− E(X(0))]t = m0 + mt

1.3.4. Procesos de Markov

Un proceso de Markov es un proceso con la propiedad de que si conocemos el valor de X(t), el valor de
X(s), s > t no depende del valor de X(u), u < t. Dicho de otra manera, si conocemos el presente, el futuro
es independiente del pasado. La definición formal es la siguiente.

Definición 1.10 Un proceso {X(t), t ∈ T} es un proceso de Markov si para cualquier colección finita
t1 < t2 < . . . < tn de puntos en T se tiene que para cualquier x

P (X(tn) ≤ x|X(t1), . . . , X(tn−1)) = P (X(tn) ≤ x|X(tn−1)) c. p. 1. (1.9)

Para A un intervalo de R la función

P (x, s; t, A) = P (X(t) ∈ A|X(s) = x), t > s,

se conoce como la función de transición y es fundamental en el estudio de la estructura de los procesos de
Markov. Si esta probabilidad es invariante bajo traslaciones en el tiempo, es decir, si

P (x, s; t, A) = P (x, s + h; t + h, A),

para cualquier h, decimos que el proceso es homogéneo.
Es posible demostrar que la distribución de probabilidad de

(X(t1), X(t2), . . . , X(tn))

puede calcularse en términos de las funciones de transición y de la distribución inicial de X(t).
Si X(t + h)−X(t) es independiente de X(s), s ≤ t, entonces X es un proceso de Markov

P (X(tn) ≤ xn|X(tn−1) = xn−1, . . . , X(t1) = x1)
= P (X(tn)−X(tn−1) ≤ xn − xn−1|X(tn−1) = xn−1, . . . , X(t1) = x1

= P (X(tn)−X(tn−1) ≤ xn − xn−1|X(tn−1) = xn−1)
= P (X(tn) ≤ xn|X(tn−1) = xn−1)

Un proceso de Markov con espacio de estado finito o numerable se llama una Cadena de Markov. Un
proceso de Markov con trayectorias continuas es una difusión.

Ejemplos 1.6
1. Un proceso de Poisson es una cadena de Markov con parámetro continuo.

2. Sea X1, X2, . . . una sucesión de v.a.i. entonces Sn = X1 + · · ·+ Xn es un proceso de Markov.
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1.3.5. Martingalas

Definición 1.11 Un proceso aleatorio {X(t), t ∈ T} es una martingala si E |X(t)| < ∞ para todo t y, para
cualquier n > 1 y t1 < t2 < · · · < tn < tn+1,

E(X(tn+1)|X(t1), . . . , X(tn)) = X(tn) c. p. 1 (1.10)

En particular, si T = N vemos que la sucesión de variables aleatorias Xn, n ≥ 1 es una martingala si y sólo
si E |Xn| < ∞ para todo n y

E(Xn+1|X1, . . . , Xn) = Xn c. p. 1

Ejemplos 1.7
1. Sea Y, X1, X2, . . . variables aleatorias con E |Y | < ∞ y definimos

Zn = E(Y |X1, . . . , Xn).

Este proceso es una martingala: Observemos primero que

E(Zn+1|X1, . . . , Xn) = E(E(Y |X1, . . . , Xn+1)|X1, . . . , Xn)
= E(Y |X1, . . . , Xn) = Zn

con probabilidad 1. Como Z1, . . . , Zn son variables aleatorias en el mismo espacio que X1, . . . , Xn,

E(Zn+1|Z1, . . . , Zn, X1, . . . , Xn) = E(Zn+1|X1, . . . , Xn) = Zn.

Tomando esperanza condicional dadas Z1, . . . Zn en ambos lados de la ecuación anterior obtenemos

E(Zn+1|Z1, . . . , Zn) = Zn.

2. Sea X1, X2, . . . una sucesión de v.a.i. centradas entonces Sn = X1 + · · ·+ Xn es una martingala:

E(Sn+1|S1, . . . , Sn) = E(Sn + Xn+1|S1, . . . , Sn)
= Sn + E(Xn+1|S1, . . . , Sn)
= Sn + E(Xn+1) = Sn

Si en lugar de (1.10) se tiene

E(X(tn+1)|X(t1), . . . , X(tn)) ≤ (≥)X(tn) c. p. 1 (1.11)

tenemos una supermartingala (submartingala). Observamos que si X es una supermartingala, −X es una
submartingala. Además, la media de una martingala es constante, la de una supermartingala es creciente.
Una supermartingala X(t), 0 ≤ t es una martingala si y sólo si E(X(t)) = E(X(0)).

Teorema 1.3 (Convergencia de Martingalas) Si {X(t), t ≥ 0} es una martingala integrable, es decir si
supt≥0 E |X(t)| < ∞ entonces existe un ĺımite c.s. limt→∞X(t) = Y e Y es una variable aleatoria integrable.

1.3.6. Procesos Gaussianos

La Distribución Gaussiana

Una variable aleatoria X tiene distribución Gaussiana o normal con parámetros m y σ2 si su transformada
de Fourier es

φX(t) ≡ E(eitX) = exp{imt− 1
2
σ2t2}

y en este caso usaremos la notación X ∼ N (m,σ2). Cuando m = 0 y σ2 = 1 decimos que X tiene una
distribución Gaussiana t́ıpica o estándar o que esta variable está normalizada. En este caso su densidad y
su función de distribución son

ϕ(x) =
1√
2π

e−x2/2 y Φ(x) =
∫ x

−∞
ϕ(y)dy
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Es sencillo verificar que si X tiene una distribución estándar entonces σX + m tiene distribución N (m,σ2).
En el caso de un vector aleatorio X = (X1, . . . , Xn) decimos que tiene una distribución Gaussiana de

parámetros m y Σ, donde m es un vector n-dimensional y Σ es una matriz simétrica, definida positiva en
sentido amplio y de dimensión n× n, si su transformada de Fourier esta dada por

φ(t) ≡ E(ei〈t,X〉) = exp{i〈m, t〉 − 1
2
〈t, Σt〉} t ∈ Rn (1.12)

Si m = 0 y Σ = I, la matriz identidad, decimos que la distribución de X es Gaussiana t́ıpica o estándar en
Rn. Si la matriz Σ no es singular se puede verificar que la distribución tiene densidad respecto a la medida
de Lebesgue en Rn dada por

ϕn(x) =
1

(2π)n/2|Σ|1/2
exp

{
−1

2
(x−m)tΣ−1(x−m)

}

=
1

(2π)n/2|Σ|1/2
exp



−

1
2|Σ|

∑

j,k

Σjk(xj −mj)(xk −mk)



 (1.13)

donde xt denota el vector traspuesto de x, |Σ| es el determinante de Σ y Σjk son los cofactores de Σ.
Es posible verificar que

m = E(X), Σ = Var(X) = E[(X−m)(X−m)t]

m se llama la media o el vector de medias y Σ es la varianza de X.
En el caso de un vector bidimensional con distribución Gaussiana t́ıpica la densidad se escribe

ϕ(x, y; ρ) =
1

2π(1− ρ2)1/2
exp

{
−x2 + y2 − 2ρxy

2(1− ρ2)

}

donde ρ = E(XY ) es la correlación entre X e Y . Es inmediato ver que si la correlación es nula, la densidad se
factoriza en el producto de dos densidades normales t́ıpicas y por lo tanto las variables son independientes.
Como el rećıproco es siempre cierto (dos variables independientes tienen correlación nula) tenemos el siguiente
resultado.

Proposición 1.1 Dos variables aleatorias Gaussianas son independientes si y sólo si su correlación vale 0.

Este resultado se extiende a más de dos variables de modo que X1, X2, . . . , Xn con distribución Gaussiana
son independientes si y sólo si la matriz Σ es diagonal. En consecuencia, un vector normal t́ıpico tiene
componentes normales t́ıpicas independientes.

Observación 1.1 En la Proposición 1.1 es fundamental que la distribución conjunta de los dos vectores sea
Gaussiana: no basta con que las marginales lo sean. En efecto, supongamos que X es una variable normal
t́ıpica y sea B una variable de Bernoulli con probabilidad de éxito 0.5. Definimos Y = X si B = 1 e Y = −X
si B = 0. Entonces Y también tiene distribución normal t́ıpica y la correlación entre ambas variables es

E(XY ) = E[E(XY |B)] =
E(X2)

2
+

E(−X2)
2

= 0

Sin embargo, X e Y no son independientes porque, por ejemplo,

P (|X| > 1, |Y | < 1) = 0 6= P (|X| > 1)P (|Y | < 1).

Observación 1.2 La importancia de la distribución normal en Probabilidades surge, principalmente, del
Teorema Central de Ĺımite, que afirma que bajo condiciones generales, la suma de variables independientes
normalizadas converge c.s. a una distribución normal t́ıpica.
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Es inmediato ver que el producto de dos funciones de la forma (1.12) es otra función de la misma forma,
de modo que la suma de vectores Gaussianos independientes es otro vector Gaussiano cuya media es la suma
de las medias y cuya varianza es la suma de las varianzas.

Hay un rećıproco parcial del resultado anterior. Si X e Y son independientes y su suma es Gaussiana
entonces ambas son Gaussianas. Este resultado se debe a P. Lévy y H. Cramér. La demostración de este
resultado se puede encontrar en [Stromberg 94]

Con mayor generalidad, sea X = (X1, . . . , Xn) un vector normal t́ıpico y sea A una matriz k×n. Veamos
que el vector Y = AX también es un vector Gaussiano centrado. Comenzamos calculando

〈t,Y〉 =
k∑

j=1

tjYj =
k∑

j=1

n∑

`=1

tjaj`X`

y como las X` son normales t́ıpicas independientes

E(ei〈t,Y〉) = E exp{i
∑

`

X`(
∑

j

tjaj`)}

= exp{−1
2

∑

`

(
∑

j

tjaj`)2}

= exp{−1
2
ttAAtt}

y a partir de la definición vemos que Y tiene distribución Gaussiana centrada con matriz de covarianza
Γ = AAt.

El rećıproco también es cierto: Supongamos que Y es un vector Gaussiano centrado con matriz de
covarianza Γ. Hemos visto que esta matriz es simétrica y definida positiva en sentido amplio, por lo tanto
existe una matriz ortogonal O que la diagonaliza:

OΓOt = D

donde D es diagonal y sus entradas son positivas.
Consideremos el vector Z = OY. Este vector es Gaussiano y tiene covarianza

E(ZZt) = E(OY Y tOt) = OΓOt = D

luego

E(ZiZj) =
{

0, i 6= j
dii, i = j

y en consecuencia las variables Zi son independientes N (0, dii). Si dii = 0 definimos Xi ≡ 0 y para el resto
Xi = Zi/

√
dii, entonces las variables Xi distintas de 0 son independientes N (0, 1) y hay una matriz A tal

que Y = AX.
Si Γ tiene rango máximo decimos que la distribución de Y no es degenerada y en este caso los elementos

de la diagonal de D son estrictamente positivos, es decir, todas las componentes de X son distintas de cero.
De ahora en adelante, las distribuciones que consideraremos serán de este tipo, a menos que se especifique
lo contrario.

Si hacemos la transformación Y = AX + m, donde X de nuevo es un vector normal t́ıpico y m =
(m1, . . . ,mn), el vector Y tiene distribución N (m,Σ). Rećıprocamente, si Y tiene distribución N (m,Σ),
existe un vector normal t́ıpico X tal que Y = AX + m.

Observación 1.3 Al igual que en la observación 1.1, la distribución conjunta de las variables debe ser
Gaussiana para que cualquier combinación lineal de ellas también lo sea. El mismo ejemplo anterior muestra
que se pueden tener variables X e Y con distribución individual normal y tales que X + Y no es normal.

La Representación Polar.

Sean X e Y dos variables gaussianas t́ıpicas independientes y consideremos el par (X,Y ), que representa
un punto (aleatorio) en el plano. Este punto tiene una representación en coordenadas polares:

X = A cos Γ, Y = A senΓ, (1.14)
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donde A =
√

X2 + Y 2 y tan Γ = Y/X. El jacobiano de la transformación (1.14) es

∂(X, Y )
∂(A,Γ)

= A

y en consecuencia A y Γ tienen densidad conjunta

fA,Γ(a, γ) =
1
2π

a exp(−a2

2
)

para a ≥ 0, 0 ≤ γ < 2π. Esto muestra que A y Γ son independientes, A tiene distribución de Rayleigh:

f(a) = a exp(−a2

2
)

mientras que Γ tiene distribución uniforme en [0, 2π).

Distribuciones Condicionales

Sea X ∼ N (m,Σ). Para k < n consideremos las siguientes particiones de X, m y Σ:

X =
(

X1

X2

)
m =

(
m1

m2

)
Σ =

(
Σ11 Σ12

Σ21 Σ22

)

donde

X1 = (X1, . . . , Xk)t, X2 =(Xk+1, . . . , Xn)t,

m1 = (m1, . . . , mk)t, m2 =(mk+1, . . . , mn)t

Σii es la matriz de covarianza de Xi, i = 1, 2, y Σ12 = (σij) donde σij = Cov(Xi, Xj) para 1 ≤ i ≤ k < j ≤ n.
Si X tiene distribución N (m, Σ) donde Σ tiene rango máximo, la distribución condicional de X1 dado

que X2 = x2, es N (m1·2, Σ11·2) donde

Σ11·2 = Σ11 − Σ12Σ−1
22 Σ21

m1·2 = m1 + Σ12Σ−1
22 (x2 −m2)

Observamos que m1·2 es una función lineal de x2 y Σ11·2 no depende de x2. La matriz Σ12Σ−1
22 se conoce

como la matriz de regresión de X2 sobre X1.

Procesos Gaussianos

Definición 1.12 Un proceso {X(t), t ∈ T} es un proceso gaussiano o normal si para cualquier colección
finita t1, . . . , tn en T , el vector (X(t1), . . . , X(tn)) tiene una distribución gaussiana

La definición anterior quiere decir que para cualquier vector t = (t1, . . . , tn) de elementos de T , existen un
vector n-dimensional, que llamaremos m = m(t) = (m(t1), . . . ,m(tn)), y una matriz definida positiva y
simétrica de tamaño n× n, que llamaremos Σ = Σ(t) = (R(ti, tj)) donde R(ti, tj) = Cov(X(ti), X(tj)) tales
que la función caracteŕıstica del vector (X(t1), . . . , X(tn)) es

E(ei〈t,X〉) = exp{i〈m, t〉 − 1
2
〈t, Σt〉}.

Por los resultados del Caṕıtulo 1, una definición equivalente es la siguiente:

Definición 1.13 Un proceso {X(t), t ∈ T} es un proceso gaussiano o normal si para cualquier colección
finita t1, . . . , tn en T y cualesquiera números reales a1, . . . , an, la variable

∑
j ajX(tj) tiene distribución

normal.
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Nuestra primera observación es que siempre hay dos funciones asociadas a un proceso gaussiano. En
primer lugar la función de media: m(t) = E X(t), para t ∈ T y en segundo, la función de covarianza:

R(s, t) = Cov(X(s), X(t)) = E[(X(s)−m(s))(X(t)−m(t))] para s, t ∈ T.

Esta última es simétrica: R(s, t) = R(t, s) y definida positiva: para cualesquiera t1, . . . , tn y cualesquiera
números complejos c1, . . . cn se tiene que

∑

ij

R(ti, tj)cicj ≥ 0

Más interesante aun es que basta con tener estas dos funciones para definir un proceso gaussiano.

Teorema 1.4 Sea m(t), t ∈ T una función y R(s, t) una función simétrica definida positiva, entonces existe
un proceso Gaussiano {X(t), t ∈ T} tal que m y R son, respectivamente, su función de media y de covarianza.
Además, la distribución de X es única.

Idea de la Demostración. Para cualesquiera t1, . . . , tn en T , distintos dos a dos, sea Pt1,...,tn
la medida

gaussiana en Rn con media
m(t1, . . . , tn) = (m(t1), . . . , m(tn))t

y matriz de covarianza
Σt1,...,tn

= (R(ti, tj)) para i, j = 1, . . . n.

Es fácil verificar que las distribuciones {Pt1,...,tn} verifican las condiciones de consistencia del Teorema de
Kolmogorov. En consecuencia, hay una única medida de probabilidad P sobre el espacio medible (RT ,BT )
cuya restricción a los cilindros que dependen de las coordenadas t1, . . . , tn es Pt1,...,tn . Esto es válido para
cualquier conjunto finito de parámetros {t1, . . . , tn} distintos dos a dos. La medida P es única y se conoce
como la medida gaussiana generada por (m,R). ¥

Ejemplo 1.8
Si T = N tenemos una sucesión de variables gaussianas. En la próxima sección estudiaremos algunas
propiedades relacionadas con la convergencia de estas sucesiones.

Ejemplo 1.9 (El proceso coseno)
Un proceso gaussiano muy sencillo se obtiene de la siguiente manera: Sean η y ζ dos variables gaussianas
estándar independientes y α una constante positiva fija. El proceso X(t) se define como

X(t) = η cos αt + ζ sen αt

Es inmediato que este proceso es gaussiano y que E X(t) = 0. También es fácil calcular la covarianza,

R(t, t + h) = E[(η cos αt + ζ sen αt)(η cos α(t + h) + ζ senα(t + h))
= cos αt cos α(t + h) + sen αt sen α(t + h)
= cos αh

Si usamos la representación polar: η = A cos φ y ζ = A sen φ, que discutimos en el caṕıtulo 1, podemos
escribir el proceso X como

X(t) = A cos(αt− φ)

que es la forma usual de representar el proceso.

Si consideramos un proceso gaussiano centrado {X(t), t ∈ T}, su distribución está determinada por la
función de covarianza R(s, t) y, en principio, debeŕıamos poder determinar las propiedades de sus trayectorias
a partir de R.

Una función asociada a la covarianza de un proceso gaussiano que juega un papel de gran importancia
en el problema de determinar condiciones necesarias y suficientes para que las trayectorias sean continuas es
la varianza incremental, también conocida como variograma, que se define como

d(s, t) = [E(X(s)−X(t))2]1/2 = [R(s, s)− 2R(s, t) + R(t, t)]1/2.
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Observamos que si el proceso es estacionario y tiene varianza σ2

d2(s, t) = 2[σ2 −R(|t− s|)].
De acuerdo a la definición 2.5 vemos que el proceso X es continuo en media cuadrática en t si y sólo si

lim
s→t

d(s, t) = 0

Esta función es una pseudo-métrica sobre el espacio de parámetros T : d(s, t) puede valer 0 sin que t = s.
Si el espacio T tiene una métrica τ y (T, τ) es compacto entonces, suponiendo que el proceso es continuo en
media cuadrática, es posible probar que la continuidad del proceso respecto a τ equivale a la continuidad
respecto a d (ver [Adler (1990)]). Por lo tanto, es razonable usar la métrica d, que viene dada por el proceso,
para el estudio del problema de continuidad.

Sucesiones Gaussianas

Teorema 1.5 Sea Xn una sucesión de vectores gaussianos n-dimensionales con parámetros (mn, Rn). La
sucesión Xn converge débilmente si y sólo si

mn → m, Rn → R. (1.15)

En este caso la distribución ĺımite también es gaussiana con parámetros m y R.

Demostración. Para que la sucesión de vectores Xn converja débilmente a un ĺımite es necesario y suficiente
que la sucesión de funciones caracteŕısticas φn(t) converja a una función continua en 0. Consideremos la
sucesión {log φn(t)} cerca de t = 0 donde

log φn(t) = i〈mn, t〉 − 1
2
〈t, Rnt〉.

Para que esta sucesión converja es necesario y suficiente que (1.15) sea válida, en cuyo caso

φn(t) → φ(t) = exp{i〈m, t〉 − 1
2
〈t, Rt〉}

que es la función caracteŕıstica de una distribución gaussiana de parámetros (m, R). ¥

Teorema 1.6 Para una sucesión gaussiana {Xn, n ≥ 1}, convergencia en probabilidad es equivalente a
convergencia en media cuadrática.

Demostración. Convergencia en media cuadrática implica convergencia en probabilidad, aśı que sólo tenemos
que probar el rećıproco. Usamos la notación

E(Xj −Xk) = mj,k, Var(Xj −Xk) = σ2
j,k.

Para que (Xn) converja en media cuadrática es necesario y suficiente que sea de Cauchy, es decir, que

E[(Xj −Xk)2] = σ2
j,k + m2

j,k → 0, cuando j, k →∞.

Por lo tanto, si (Xn) no converge en media cuadrática, tenemos que

limsup
j,k→∞

(σ2
j,k + m2

j,k) > 0

pero

P (|Xj −Xk| > ε) =
∫

|x|>ε

1√
2πσj,k

exp{− (x−mj,k)
2σ2

j,k

}dx

y como σ2
j,k y mj,k no tienden simultáneamente a 0, para ε > 0 suficientemente pequeño tenemos

limsup
j,k→∞

P (|Xj −Xk| > ε) ≥ 1
2

pero esto implica que (Xn) no converge en probabilidad, lo cual es una contradicción. ¥

Corolario 1.1 Para una sucesión gaussiana {Xn, n ≥ 1}, convergencia c.s. implica convergencia en media
cuadrática.
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Procesos Gaussianos Estacionarios

Recordemos que en el Caṕıtulo 2 vimos la definición de proceso estacionario, tanto en sentido débil o
amplio como en sentido estricto. Para los procesos gaussianos ambas definiciones coinciden porque, como
hemos visto, las distribuciones finito-dimensionales están totalmente determinadas por la función de medias
m(t) y la función de covarianzas R(s, t). Por lo tanto un proceso gaussiano es estacionario si su función de
media es constante y su función de covarianza satisface

R(t, s) = R(t− s) para s, t ∈ T.

Un proceso estacionario tiene varianza constante: Var(X(t)) = R(0) = σ2. En general, a menos que se diga
lo contrario, supondremos que los procesos estacionarios están centrados, de modo que m(t) = 0 para todo
t, y tienen varianza 1.

Como ejemplo tenemos el proceso coseno, que definimos en la sección 3.1, cuya función de covarianza
está dada por R(h) = cos αh.

Si la función R es continua en 0, el Teorema de Bochner nos dice que puede ser representada de la
siguiente manera:

R(h) =
∫

R
eihxdµ(x) (1.16)

donde µ es una medida de Borel sobre la recta con masa total igual a R(0) = σ2, que se conoce como la
medida espectral del proceso. Si la varianza del proceso vale 1, µ es una medida de probabilidad y si µ es
absolutamente continua respecto a la medida de Lebesgue, su densidad se conoce como la densidad espectral
del proceso.

Si el proceso es real entonces R(h) = R(−h) = R(|h|) y la representación espectral es

R(h) =
∫

R
eihxdµ(x) =

∫

R
[cos(hx) + i sen(hx)]dµ(x)

=
∫

R
cos(hx)dµ(x) (1.17)

La medida espectral es simétrica respecto a x = 0.
El momento espectral de orden k se define como

λk =
∫

R
xkdµ(x)

siempre que la integral exista. La existencia de estos momentos está asociada a la regularidad de las trayec-
torias del proceso. Por la simetŕıa de µ, los momentos de orden impar son todos nulos.

Lema 1.1 Supongamos que R(0) = 1,

i) lim
h→0

2(1−R(h))
h2

= λ2 =
∫

R
λ2dµ(x).

ii) La derivada segunda R′′(h) existe y es finita en h = 0 si y sólo si λ2 < ∞, en cuyo caso R′′(0) = −λ2

y R′′(h) existe para todo h.

Demostración. i) Si λ2 < ∞ entonces, teniendo en cuenta que R(0) = 1, tenemos que

2(1−R(h))
h2

=
∫

R
λ2 1− coshλ

h2λ2/2
dµ(λ)

y por el teorema de convergencia dominada obtenemos el resultado. Si λ2 = ∞ el resultado sigue del lema
de Fatou.

ii) Si λ2 < ∞, derivando dos veces la ecuación (1.8) dentro de la integral obtenemos que R′′(h) existe y

−R′′(h) =
∫

R
λ2 cos λhdµ(λ)
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de donde obtenemos que R′′(0) = −λ2. Por otro lado, si R(h) tiene segunda derivada finita en 0, ponemos
S(x) = R(x)−R(x− t) para obtener

−2(1−R(t))
t2

=
S(t)− S(0)

t2
=

S′(θt)
t

, 0 < θ = θ(t) < 1.

En consecuencia

−2(1−R(t))
t2

=
R′(θt)−R′((θ − 1)t)

t2

= θ[R′′(0) + o(1)]− (θ − 1)[R′′(0) + o(1)]
= R′′(0) + o(1) cuando t → 0

y a partir de i) obtenemos λ2 < ∞. ¥
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